VI CURSO DE
PATOLOGIA
DIGITAL

MICROSCOPIA VIRTUAL,
TELEPATOLOGIA E INFORMATICA MEDICA

25/27 OCTUBRE 2017

Salén de Actos de la FOM
FISABIO OFTALMOLOGIA MEDICA

SCAPIAP  Bimaioni =

“Deep Learning”. Aplicaciones en
Patologia

Marcial Garcia Rojo. Patologo. Cadiz.
Gloria Bueno. VISILAB Group. Universidad de Castilla-La Mancha




Para qué necesitamos analisis de imagen en
Patologia?

» Reducir la discrepancia inter/intraobservador (HER2)

» Mejorar la objetividad y claridad de nuestros informes

» Mejoras en la eficiencia (“mas y mejor”)

» Control de calidad (de técnicas, de areas revisadas,...)

» Abordar nuevos flujos de trabajo: analisis supervisado o
totalmente automatizado.



Analisis de imagen “clasico”
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Meétodos de analisis de imagen

» Preprocesado
Filtrado

Corrected  * ©
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» ‘ ¥

Realzado (ej. eliminar esquinas oscuras)
Analisis =» Procesado de color

» Segmentacion
Deteccion de area de interés (ROI)
Analisis morfologico (ej. watershed)

» Registro de imagenes
Alineamiento de secciones seriadas (reconstruccion 3D)

» Reconocimiento de patrones —“Machine Learning”
Analisis CADx (Computer Aided Detection and Classification)



Ejemplos de técnicas: Preprocesado

» Dominio espacial:

» Ecualizacion de Histograma
» Filtrado

Filtrado espacial no lineal (mediana, minimo).
Util para eliminar ruido de fondo

» Aritméticos. Separar canales (FISH DAPI,
» Procesado de color o S :

Normalizacion



Reconocimiento de patrones

» Meétodos tradicionales: parametros seleccionados
manualmente

SVM

Random Forest
Adaboost

» Redes neurales convolucionales:“Deep Learning”



Conceptos basicos

» Algoritmos de aprendizaje:“Clasificadores”

» Métodos para extraccion de parametros

machine
learning
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Comparacion de resultados
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Introduccion a Deep Learning

» Hoy dia, las principales empresas en Internet y las instituciones
de investigacion mas prestigiosas utilizan deep learning para
desarrollar sus productos y servicios mas innovadores
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Deep Learning se basa en redes
“neuronales”

» Son algoritmos con multiples capas
» Propagan los datos a traves de las diferentes capas

» Los datos se transforman en cada capa

Input Hidden Hidden Output
layer layer 0 layer 1 layer
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Red neuronal como clasificador

Final layer

Input Hidden activation
vector layer O with
activation softmax
(output) Class
probabilities

P(cat) = 0.25
P(dog) = 0.5
P(car) = 0.1

P(ball) = 0.15




Entrenamiento de red neuronal

» Aprende valores por los parametros (para cada capa)

» Se utiliza un método llamado “propagacion hacia atras”
(metodo repetitivo)

» Una funcion de coste (o pérdida) mi dela diferencia entre
la prediccion y el resultado corregido

» Para imagenes complejas se requiere entrenar con un
gran numero de imagenes (humerosos parametros en
numerosas posiciones diferentes). Para representar esto

— REDES NEURONALES CONVOLUCIONALES



Queé son las redes neuronales
convolucionales o Deep Learning

» Son redes con 3 tipos de capas:

Capa convolucional

Capa de reduccion o pooling (reducir n® parametros a los mas
comunes)

Capa clasificadora totalmente conectada que ofrece el
resultado




En la practica, supone una diferencia

» Meétodo tradicional de machine learning

Classifier/
detector

SVM,
shallow neural net,

DEEP LEARNING APPROACH

Errors

Raw data Feature extraction Result
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Software disponible

» El mas popular es CAFFE (de Berkeley)

» http://caffe.berkeleyvision.org/

» Puede usarse : desde linea de comandos, Matlab o Python

Adorable! Let's classify it!



http://caffe.berkeleyvision.org/
http://caffe.berkeleyvision.org/
http://caffe.berkeleyvision.org/
http://caffe.berkeleyvision.org/

Deep Learning en Inmunohistoquimica

Whole Slide Images

Class 3

Score the ek
entire WSI

(WSI) ‘ 68x68 patches

Determine the % of 45 %

patches per class =

359

» Heterogenous Tumour

» From Class 3 to Class
0

Max % and % > 10
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studio de correlacion
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Podemos usar DL para segmentar imagenes

» Se entrena en pixeles:

forward /inference

backward /learning

» # de salidas = # de pixeles

» La funcion de peérdida se define para la segmentacion real
(groundtruth).

DEEP LEARNING OF FEATURE REPRESENTATION WITH MULTIPLE INSTANCE
LEARNING FOR MEDICAL IMAGE ANALYSIS

Yan Xu'?, Tao Mo*3, Qiwei Feng®*, Peilin Zhong®>*, Maode Lai°, Eric I-Chao Chang®*

» Ejemplo: Buscar imagenes con cancer



Segmentacion de imagenes con cancer

» 132 pacientes. Imagenes 10.000 x 10.000 pixeles —
parches de 200 x 200 pixeles con superposicion (9.801
parches en cada imagen). 4.500 imagenes para
entrenamiento y 4.500 para test. Tras 4,6 horas....
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Revision de la literatura
» Sensibilidad 79.60%, Especificidad: 88.86%

Proc. of SPIE Vol. 9041, 2014
Automatic detection of invasive ductal carcinoma in whole
slide images with Convolutional Neural Networks

Angel Cruz-Roa®, Ajay Basavanhally”, Fabio Gonzélez®, Hannah Gilmore®, Michael Feldman®,

Shridar Ganesan®, Natalie Shih?, John Tomaszewski! and Anant Madabhushi®

1) Image patch sampling 2) Convolutional Neural Networks 3) IDC probability map
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a Universidad Nacional de Colombia, Bogota, Colombia
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DIGITAL PATHOLOGY:
THE POWER OF PIXELS %

OCTOBER 1-3 | SAN DIEGO, CA

Cloud-Based GPU Computing in Support of
Real-time Differential Diagnosis Generation from
WSI Data Using Deep Learning

Ulysses J. Balis, MD, FCAP, FASCP, FAIMBE
Professor of Pathology and Bioinformatics
Division of Pathology Informatics
Department of Pathology
University of Michigan

ulysses@med.umich.edu



I Exemplar One: Finding Glomeruli

 Goal: Use the smallest possible number of cases, along
with the fewest essential structural classifiers to
assemble a generalizable computational pipeline that
can find all glomeruli, across disparate cases

* Preliminary Data: twenty-seven feature vectors are
adequate to complete this goal
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Contribution of the Most Important Variables
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Cross- Case Validation
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Exemplar Two: Classifying Breast Cancer

» Goal: Use the smallest possible number of cases, along
with the fewest essential structural classifiers to
assemble a generalizable computational pipeline that
generates a match to the most likely equivalent
diagnostic classes from a library of pre-assembled
vectors

* Preliminary Data: forty-five feature vectors are adequate
to complete this goal
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A Web-based, Open-source Data
Management Platform Supporting
Visualization and Analysis Plugins for Deep
Learning in Diagnostic Pathology

\\\( C. Charles Law, Ph.D.
((Kltware Beverly E. Faulkner-Jones, M.D., Ph.D.

\- Beth Israel Deaconess seymour Rosen, M.D.
“““\ Medical Center Preston Law B.S.
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Overview

Three applications of deep learning on pathology whole slide images.
— Serial section alignment: Stain invariant feature detection in renal biopsies.
— Triage: Melanoma cell detection in lymph node biopsies.
— Diagnosis grading: Endometrial gland segmentation for EIN lesion analysis
Open source data management application
— Girder / Resonant ecosystem
— Making it easier to train deep neural networks on large format images.

| <
7 Kitware



890 Test Glomeruli Detected With 17 False Positives

17 False Positives
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Melanoma

Manually An notated Detected
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Endometrio




Positive Detections
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m Technology » Cancer

Google's artificial intelligence can diagnose cancer faster
than human doctors

The system is able to scan samples to determine whether or not tissues are cancerous
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Tumor probability

tumor missing in
ground truth
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reduced noise in
normal r ns
(everywhere else)
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https://drive.google.com/file/d/OB 1 T58bZ5vYa-QIR0QIJ Ta2dPWVk/view

The clinical use claims describe for the Aperio digital pathology products in the information supplied have not been cleared
or approved by the U.S. FDA or are not available in the United States.



Conclusiones

4

Es posible realizar de forma fiable analisis de imagen
automatizado en imagenes histopatoldgicas =2 mayor
objetividad

Existen herramientas muy utiles. El reto es explorar estas
nuevas tecnologias en patologia digital de forma eficiente
para procesar y modelar la enorme heterogeneidad que
se extrae de los tejidos.

Es necesaria la labor de patologos realizando miles de
anotaciones para validar estas herramientas



{Preguntas?

marcial@cim.es




